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Finans uygulamalarinin 6nemli bir ¢aligma alaninm olusturan finansal zaman serisi tahminlemesi son
yillarda makine 6grenmesi (Machine Learning, ML) yontemlerinin gelisimi ile finans ve akademi
cevrelerinin daha fazla 6nem atfettigi bir konu olmustur. Bu ¢alismanin amaci, finansal zaman serisi
gelecek degerinin tahmininde ML yoOntemlerinin karsilagtirmali olarak bir incelemesini sunmaktir.
Calismada gelismis ve gelismekte olan iki borsa endeksi ve Istanbul borsasiin yiiksek hacimli iki hisse
senedinin son 5 yillik kapanis verileri kullanilmistir. Endeks tahmininde siklikla kullanilmis ve basarili
bulunan Destek Vektér Regresyonu (Suport Vector Regression, SVR) ve literatiirde zaman serisi
tahmininde izine az rastladigimiz topluluk (ensemble) makine 6grenmesi yontemleri olan Rassal Orman
(Random Forest, RF) ve Extrem Gradyan Arttirma (eXtreme Gradient Boosting, XGBoost) yontemleri
tercih edilmistir. Calismanin bulgularina gére, MAE, MAPE ve RMSE kriterleri goz Oniinde
bulunduruldugunda en iyi tahmin yontemi SVR olarak tespit edilmistir.

Anahtar Kelimeler: finansal zaman serisi, makine 6grenmesi, destek vektor makinesi, rassal orman,
xgboost

Financial Time Series Prediction Using Machine Learning
Abstract

Making up an important working area of finance applications, financial time series forecasting, with the
advancements in Machine Learning (ML) methods in recent years, has become a topic that finance and
academic circles attach more importance to. The aim of this study is to present a comparative review of
ML methods in financial time series future value. In the study, the last 5-year closing data of two
developed and emerging stock market indices and two high-volume stocks of the Istanbul stock market
were used. Support Vector Regression (SVR), which is often used in index forecasting and found
successful, and Random Forest (RF) and eXtreme Gradient Boosting (XGBoost) methods which are
rarely used ensemble machine learning methods in time series forecasting in literature, are preferred. As
a result of the study, when MAE, MAPE and RMSE criterions are taken into consideration, SVR was
confirmed to be the best forecasting method.
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Giris

Finansal faaliyetlerin kurallarina hakim olabilmek ve gelecek egilimlerini tahmin
edebilmek her zaman akademi ve finans aragtirmacilarinin dikkatini ¢eken onemli bir konu
olmustur (Poon, 2003; Nonejad, 2017; Cao vd., 2019). Finans sektoriinde yasanan hizl
gelismeler ve kiiresel ekonomik krizlerin finansal piyasalar iizerinde yarattigi olumsuz etkileri
sebebiyle finansal tahminlemelerin yapildigi ¢alismalar son yillarda daha da 6nemli hale
gelmistir.

Finansal tahmin uygulamalarinda en sik c¢alisilan konularin basinda, bir hisse senedinin
fiyatinin tahmin edilmesi gelmektedir (Sezer vd., 2020). Ote yandan, borsanin degisken dogasi
sebebi ile fiyat dalgalanmalarinin giivenilir ve dogru bir sekilde tahmin edilmesi olduk¢a zor
bir siirectir (Nava vd, 2016; Cao ve Wang, 2018; Nava vd., 2018; Cao vd., 2019). Bu zorluk,
finansal zaman serilerinin duragan olmamasi ve istatistiksel 6zelliklerinin zaman, siyasi olaylar,
genel ekonomik kosullar, yatirnmec1 beklenti ve etkilesimlerinden dolayr dogrusal
olmamasindan kaynaklanmaktadir (Huan vd., 2005; Di Matteo 2007; Nava vd. 2016)

Finansal endekslerin agilis, kapanis, hacim vb. gibi zaman serisi verilerine dayali tahmini
finansal diizenleyiciler, politika yapicilar, risk ve portfoy yoneticileri, finansal kuruluslar ve
yatirimcilar i¢in karli bir is oldugundan, iizerinden pek ¢ok farkli tahmin modeli gelistirilmistir
(Deviren vd.,2014).

Finansal zaman serisi tahmininde onceleri siklikla kullanilan, dogrusal regresyon,
otoregresif hareketli ortalama (ARIMA), ARCH (otoregresif kosullu varyans), GARCH
(genellestirilmis otoregresif kosullu varyans), hata diizeltme modelleri (ECM) gibi klasik
istatistiksel yontemler bugiin hala kullanilan iy1 birer yardimci aractir. Ancak, bu tiir modeller
verilerin istatistiksel dagilimi ve duraganligi hakkinda birtakim varsayimlar gerektirmesinden
dolay1 dogrusal ve duragan olmayan finansal zaman serilerinin uzun vadeli tahminlerinde zayif
yeteneklere sahip olduklari kabul edilmektedir (Kazem vd.,2013; Yu, vd., 2008; He vd., 2012;
Niu vd., 2020). Son yillarda, ML yontemlerinin biiyiik 6l¢ekli finansal zaman serisinin dogrusal
olmayan modelleme kabiliyetleri bu agmazin iistesinden gelmekte ve klasik yontemlere gore
daha iyi performans gostermektedir (Niu vd., 2020; Karasu vd., 2020). ML yontemlerinin
icinde Yapay Sinir Aglar1 (Neural Netwok, NN) nin 6nemli bir yeri vardir ve en sik caligilan
yontemlerin basinda gelmektedir (Crone ve Nokolopous,2007; Aras ve Deveci Kocakog, 2016
). Derin 6grenme alt bagligi altinda NN nin diger tiirevleri olan Cok Katmanli Algilayici (Multi
Layer Percepton, MLP), Tekrarli Sinir Aglar1 (Recurrent Neural Network, RNN), Uzun-Kisa
Siireli Bellek (Long Short Term Memory, LSTM) yine yaygin bir ¢alisma alan1 bulmustur.
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Ancak, NN uygulamalarinda gizli katman sayisinin, baglant1 agirlik degerlerinin ve 6grenme
oraninin ne olacagi gibi birtakim zorluklar hala gegerliligini korumaktadir (Kuremoto vd.,
2014). ML yontemleri icinde NN kadar sik kullanilan bir diger yontem ise Destek Vektor
Makinesi (Support Vector Machine, SVM)’dir (Patel 2015(b)). SVM, deneysel risk
minimizasyonu prensibine dayanan NN’nin aksine, yapisal risk minimizasyonuna dayali
tahmin modelleri gelistirdiginden yiiksek bir genelleme kabiliyetine sahiptir (Cao ve Tay, 2003;
Yu vd., 2009). Oriintii tanima problemlerindeki iistiinliiklerine ilave olarak, Rassal Orman (RF),
AdaBoost ve XGBoost gibi topluluk (ensemble) 6grenme yontemleri ile finansal zaman serisi
tahmin calismalar1 ¢ogunlukla hisse senedinin gelecek egilime odaklanmistir (Kumar ve
Thenmozhi, 2006; Patel, vd., 2015(a); Balling vd., 2015). Bu ¢alismalarda, SVR’ ye karsilik
topluluk makine 6grenmesi yontemlerinden hangisinin daha iyi performans gosterdigine dair
net bir kanit bulmak miimkiin olmamistir. Bununla birlikte, elde edilen bilgiler dahilinde, hisse
senedi ve endekslerin gercek fiyatinin tahmininde topluluk makine 6grenmesi yontemlerinin
tercih edildigi ve SVR ile sonuglarinin kiyaslandigi bir ¢alisma Patel ve digerlerine (2015(b))
aittir. Literatlirdeki bu bosluk ¢alismamizin temel motivasyonudur.

Bu c¢alismanin ana katkisi, hisse senedinin gergek degerinin tahmininde, topluluk
yontemlerinin (RF, XGBoost) ve tek siniflandirict yontemlerin (SVR) performanslarinin
kiyaslamali olarak ortaya konulmasidir. Calismanin bir diger katkisi da pek ¢ok calismada goz
ardi edilmis olan, ancak yontemlerin tahmin performansi iizerinde nemli bir etkiye sahip
oldugu bilinen hiper-parametrelerin optimize edilmesidir.

Bu calismada yer alan orijinal veriler gelismis ve gelismekte olan New York ve Istanbul
Borsasina ait iki adet birlesik endeks ve Istanbul borsasinda islem géren en biiyiik hacimli
sirketlerden Eregli ve Aselsan sirketlerinin hisse senetlerinin de dahil oldugu 4 finansal zaman
serisi lizerinde gerceklestirilmistir.

Bu ¢alisma sonucunda ortaya konulan bulgularin, arastirmacilarin hangi yontemin hisse
senedi fiyat tahmininde daha iyi performans gosterdigine dair daha agik bir fikre sahip olmasini
saglayacagi diisiiniilmektedir. Calismanin takip eden kisimlarinda finansal zaman serisi tahmini
icin ML uygulamalarina odaklanan diger ¢aligmalar genis kapsamli olarak sunulmustur. Boliim
3’de kullanilan yontemin teorik gercevesi ve Boliim 4’te yontemin pratik bir uygulamasi tiim
detaylar1 ile agiklanmis ve model bulgularina iliskin sonuglar tartigilmistir. Calismanin
bulgularina iliskin genel sonuglarinin yer aldigi son boliimii ise zaman serisi tahminlemesinde

ML yo6ntemlerinin arastirmaya acgik yanlarini ve one ¢ikan taraflarini igermektedir.
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1. Literatiir Taramasi

ML yontemleri literatiirde genis capli uygulama alani1 bulmustur. Bu alanlarda yapilan
kapsamli liretatiir incelemesi galigmalari: finansal zaman serileri analizinde (Cavalcante vd.,
2016; Sezer vd., 2020), egitim alaninda (Tosunoglu vd. 2021), saglik alaninda (Shailaja vd.,
2018), tarim uygulamalar1 alaninda (Liakos vd., 2018), malzeme ve metaliirji miithendisligi
alaninda (Wei vd., 2019), uygulamali fizik ve astronomi ¢alismalarinda (Brunton vd., 2020),
internet ve ag uygulamalarinda (Zander vd., 2005), tedarik zinciri ¢alismalarinda (Carbonneau
vd., 2008) ve liretim siireci ve planlanmasinda (Wuest vd., 2016) olmak tizere ¢esitli alanlarda

kullanilmaktadir.

Finansal zaman serisi tahminlemelerinde 06zellikle 1995 yilindan Once yapilan
caligmalarin ¢ogunda geleneksel istatistiksel yontemler ile tahminleme yapilmaktadir. 2000°1i
yillarin basinda bilgisayarlarin islem kapasitelerindeki gelismeler ve yapay zeka
yontemlerindeki hizli degisimlerle beraber arastirmacilar, geleneksel yontemler yerine hem
uygulamasi daha kolay hem de daha anlasilir olan ML yéntemlerine yonelmislerdir. flk ML
caligmalar1 iyi bilinen ve sik¢a kullanilan NN ailesi ve SVM etrafinda toplanmakta ve
caligmalar genellikle bu iki yontemin kiyaslanmasi 6zelinde yiiriitiilmiistiir. Tay ve Cao (2001)
finansal zaman serisi 6ngoriisiinde SVM ile Cok Katmanli Geri Beslemeli Sinir Aglar1 (BPNN)
yontemlerini karsilastirirken Chicago Ticaret Borsasinda islem goren bes adet vadeli islem
sozlesmesine ait verileri kullanmiglardir. Analiz sonuglarina gére SVM’nin BPNN’den ¢ok
daha iyi sonuglar gosterdigi raporlanmistir. Cao ve Tay (2001), SVM ile Geri Beslemeli
Algoritma kullanilarak egitim yapilan MLP yontemini karsilastirmiglardir. Calismanin
uygulama boéliimiinde veri seti olarak S&P 500 giinliik endeks degerleri kullanilmistir.
Arastirma sonuclarina gére SVM’nin daha {stiin performans gosterdigi ortaya konmustur.
Huang vd. (2005), hisse degerlerini tahmin etmek amaciyla SVM tabanli model kullanmislar
ve kullanilan modelin Dogrusal Diskriminant Analizi (DA), Kuadratik Diskriminant Analizi ve
Elman Geri Beslemeli Sinir Aglar1 yontemlerine gore daha iyi sonuglar elde ettigini

gostermislerdir.

Her ne kadar yukarida bahsi gegen ¢alismalarda SVM’nin daha iistiin bir yontem oldugu
diistiniilse de, NN’ nin bir tiirii olan derin 6grenme metotlar1 ile de bu alana katki saglanmis ve
iyi sonuglar elde edilebilcegi gosterilmistir. Demirel vd. (2021) Borsa Istanbul (BIST)’da islem
goren 42 firmanin agilis ve kapanis degerlerini tahminlemek amaciyla MLP, SVM ve LSTM
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makine 68renmesi yontemlerini kullanmiglardir. Analiz sonuglarina gére MLP ve LSTM,
SVM’den daha iyi sonuglar gostermektedir. Akita vd. (2016), Paragraph Vector ve LSTM
yontemlerini kullanarak finansal zaman serisi 6ngoriimlemesi yapmislardir. Yu vd. (2021), bes
farkl1 hisse senedinin Ag¢ilis, Kapanis, En Yiiksek, En Diistik, Hacim, Diizeltilmis Kapanis ve
Doniistiiriilmiis Zaman degerlerini XGBoost yontemi ile egitmisler ve bu egitim setini LSTM
modeli i¢in girdi degiskenleri olarak kullanmiglardir. Olusturulan LSTM-XGBoost yontemi
LSTM ve RNN’den daha iyi sonuglar verdigi raporlanmistir.

RF ve XGBoost gibi topluluk makine 6grenmesi yontemler ile arastirmalarini yliriiten
diger baz1 ¢alismalar ise sOyledir: Vijh vd. (2020) farkl: sektorlere ait 5 sirketin bir giin sonraki
kapanis fiyatlarini NN ve RF kullanarak tahminlemislerdir. Hisse senetlerinin Acilis, En
Yiiksek, En Diigsik ve Kapanis degerleri kullanilarak yeni degiskenler olusturulmus ve
olusturulan bu degiskenler girdi olarak kullanilmistir. Yeni degiskenlerin eklenmesiyle beraber
makine 6grenmesi yontemlerinin daha iyi sonuglar elde ettikleri goriilmiistir. Kumar vd.
(2021), Hindistan’in Bombay Borsasinda (BSE30) islem goren Infosys sirketinin hisse
degerlerini LSTM yontemi ile tahminlemislerdir. Kullanilan yontemi ARIMA ve XGBoost
modelleri ile karsilagtirmiglardir. LSTM nin RMSE ve MAPE agisindan diger yontemlere gore
daha iyi sonuglar gosterdigini raporlamiglardir. Arslankaya ve Toprak (2021) makine
ogrenmesi yontemlerinden RF ve Polinom Regresyon ile derin 6grenme yontemlerinden RNN
ve LSTM yontemleri kullanilarak Eregli Demir ve Celik Fabrikalar1 kapanis hisse degerleri

tahminlemislerdir. Aragtirma bulgularina goére RF Regresyon en iyi performans: gostermistir.

Karar agaglarinin performansinin arastirildigi bazi ¢alismalar ise soyledir: Zhang vd.
(2017), Ensemle Empirical Mode Decomposition (EEMD) ve Cok Boyutlu k- En Yakin
Komguluk (MKNN) yontemlerini kullanarak iki asamali olarak hisse senedi fiyatlarinin kapanis
ve en yiiksek degerlerini 6ngdriimlemislerdir. Onerilen ensemle ydntem Empirical Mode
Decomposition (EMD), EMD-KNN, KNN ve ARIMA yontemlerine gore daha {istiin
performans géstermistir. Asfaq vd. (2021) karar agaglarinin da i¢inde bulundugu oldukg¢a genis
saylda calisma ile alana 6nemli bir katki saglamistir. Bu ¢alismada NASDAQ borsasinda islem
goren 10 sirketin kapanis fiyatlarini onceki kapanisg fiyatlarimi ele alarak tahminlemeye
caligmislardir. Bu nedenle 9 farkli makine 6grenmesini karsilagtirmiglar ve en diisiik Ortalama
Karesel Hataya (RMSE) sahip olan makine 6grenmesi yontemlerini belirlemislerdir. Uygulama

sonuglaria gore SVR, Lasso, Elastic Net ve Ridge Regresyon, Karar Agaglari, Extra Tree ve
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Ransac yoOntemlerine gore daha yiiksek dogruluk oranlarina sahip bir yontem olarak

bulunmustur.

ML yontemlerinin bireysel olarak kullanilmasi kolay ve anlasilir olsa da arastirmacilar
genellikle teorik alt yapisi birbirine benzeyen yontemleri bir arada kullanmay1 denemislerdir.
Boylece bireysel olarak karsilastirdiklart  yontemleri hibrit hale doniistirmiis ve
performanslarini incelemislerdir. Hibrit ¢alismalarda, 6ncelikle bir ML yontemi ile tahminleme
yapilir ve elde edilen sonug¢ baska bir ML yontemi i¢in girdi olarak kullanilir. Bu ydntemin
avantaji veri seti lizerinde birden fazla egitim yapilarak ML yonteminin tahminleme
performansini artirmasidir. Abraham vd. (2001), zaman serisi 6ngoriimlemesinde ilk defa hibrit
yontemlerden birini 6nermislerdir. Bu ¢alismada onerilen hibrit yontem Sinir Aglari- Bulanik
Mantik ve NN yontemlerini igermektedir ve hibrit olmayan yontemlere gore daha karmasik
olmasina ragmen daha iyi sonuglar vermektedir. Enke ve Thawornwong (2005), geleneksel veri
madenciligi yontemleriyle NN’yi Dbirlestirerek hisse degerlerini tahmin etmislerdir.
Arastirmacilar {i¢ ileri beslemeli katmana sahip Olasiliksal Sinir Aglar1 (PNN) yontemini
kullanmislardir. Bulanik mantik temelli bir diger ¢alisma Fu vd. (2007)’ne aittir. Bu calismada
Fuzzy Cerebellar Model Articulation Controller- Bayesyan Ying Yang NN yontemlerini
onermislerdir. Tsai ve Wang (2009), hisse senedi 6ngériimlemesinde Karar Agaglari (Decision
Tree, DT) ve NN yontemlerini birlestirmislerdir. Birlestirilen model DT-NN’nin diger
yontemlerden daha dogru sonuglar gostermistir. Meta sezgisel yontemlerin avantajlarindan
yararlanarak ana tahmin modeli giiclendiren diger c¢alismalarda umut vadeci sonuglar elde
etmiglerdir. Kim ve Han (2000), NN baglanti agirliklarinin belirlenmesinde Genetik
Algoritmalar (Genetic Algorithm, GA) yaklagimini hisse senedi fiyat tahminlemesinde
kullanmiglardir. Deneysel sonuclar Onerilen yontemin iistiin performansa sahip oldugunu
gostermektedir. Chaudhary ve Garg (2008), borsa tahmininde GA-SVM yontemini
onermislerdir. Onerilen bu yontem GA ile SVM nin hibrit versiyonudur. Yéntem Hindistan’in
ti¢ en biiyiik sirketi TCS, Infosys ve RIL ile otuz farkli sirket izerinde uygulanmistir. GA-SVM

yontemi diger yontemlere gore daha iyi sonuglar géstermistir.

Geleneksel yontemler ile ML yontemlerini kiyaslayan c¢alismalar oldugu gibi iki
yontemin avantajlarindan faydalanmak adina hibrit yontemlerin onerildigi ¢aligsmalarda bu
alana katki saglamistir. Egeli vd. (2003), MLP ve Genellestirilmis ileri Beslemeli Ag Tabanl
mimari yontemlerini onermislerdir. Arastirma bulgularina gore 6nerilen yontemler ARIMA

gibi geleneksel yontemlere gore daha iyi sonuglar vermistir. Pai ve Lin (2005), geleneksel
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ckonometrik yontem ARIMA ile SVM yontemini birlestirerek finansal zaman serisine
uygulamiglardir. Segilen 10 farkli hisse senedi fiyati analiz edilmis ve Onerilen hibrit modelin

SVM ve ARIMA yontemlerinden daha iyi oldugu raporlanmistir.

Finansal zaman serisi tahminlemelerinde en yaygin problem verilerin yiiksek guriiltii
icermesidir. Bazi arastirmacilar bu soruna egilerek zaman serisi tahminlemesinde bulunmustur.
Lu vd. (2009) yiiksek giiriiltii problemini agmak amaciyla Bagimsiz Bilesenler Analizi (ICA)
ve SVR yontemlerini sirastyla kullanmayi 6nermislerdir. Calismanin uygulama bdéliimiinde
Nikkei 225 acilis endeksi ile TAIEX kapanis endeksini veri seti olarak ele almislardir. Onerilen

ICA-SVR yonteminin SVR’ ye gore daha iistiin performans gosterdigini raporlamislardir.

Finansal zaman serisi tahminlemede en sik c¢alisilan uygulama alani borsa endeks
tahminleri olmustur. Kim (2003) Kore birlesik fiyat endeksini (KOSPI); Lu vd.,2009 Tayvan
Borsasi (TAIEX) ve Hang Seng Endeksini (HSI) ; Chen vd. (2014) Tayvan Borsa endeksini
(TAIEX) ve Hang Seng Endeksini (HSI); Yakut vd. (2014) Borsa Istanbul (BIST) endeksini;
Yetis vd. (2014) ve Moghaddam vd. (2016) NASDAQ borsasinin endeks degerlerini; Rasel vd.
(2015) Dhaka Stock Exchange (DSE) endeksini, S&P 500 endeksini ve IBM endeksini; Yan
vd. (2016) Shangai Birlesik Endeksini; Akita vd. (2016) Tokyo Borsasi Endeks degerlerini
tahmin etmeye ¢alismislardir. Bunula beraber borsa endeksleri igerisinde yer alan belli basl
sirketlerin borsa degerlerine iligkin tahmin yapan caligmalar da bulunmaktadir. Chen vd.
(2017), S&P 500’de bulunan 100 hisse senedini; Henrique vd. (2018), Cin, Brezilya ve Amerika
borsalarinda faaliyet gdsteren toplam 18 sirkete ait verileri; Demirel vd. (2021) Borsa Istanbul
(BIST)’da islem goren 42 firmanin agilis ve kapanis degerlerini; Asfaq vd. (2021) NASDAQ

borsasinda islem gdren 10 sirketin kapanis fiyatlarini incelemislerdir.

Baz1 arastirmacilar makine Ogrenmesi yontemleriyle ekonomistlerin bilgiye dayali
yontemleri arasinda var olan zitliklar1 tartigmiglardir ve giinliik borsa verilerine ilave olarak
teknik gostergeleri girdi degisken olarak kullanmay1 tercih etmislerdir (Kim 2003; Yan vd.
2016). Hsu vd. (2016), otuz dort finansal endeksi alt1 yildan uzun bir siire i¢in incelenmis ve
sonu¢ olarak makine 6grenmesi yontemlerinin ekonomistlerin kullandiklar1 yontemlerinden
daha iistiin olduklarini ileri siirmiiglerdir. Kumar vd. (2016), veri setinden hesapladiklar1 55 adet
teknik gostergeyi kullanarak borsa endeksini tahminlemeye c¢alismiglardir. Bu teknik
gostergeler icerisinden en uygun gostergeleri hangi ydntemin ortaya koyabilecegini

tartismiglardir.
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2. Yontem

Bu boliimde literatiirde siklikla kullanilan ve arastirmacilar tarafindan giiclii sonuglar elde
ettikleri raporlanan makine 6grenmesi yontemlerinden SVR, RF ve XGBoost’un teorik

altyapist sunulmustur.
2.1. Destek Vektor Regresyonu (Support Vector Regression, SVR)

Ilk defa Vapnik ve Cortes (1995) tarafindan 6nerilen SVM, siklikla regresyon ve
siniflama problemlerinde tercih edilen bir makine 6grenmesi yontemidir. Diisiik boyuta sahip
veri setlerinin dogrusal olarak ayristirllamadigi durumlarda SVM, bu veri setini yiiksek boyuta
sahip uzaya ¢ikararak dogrusal ayristirilabilir hale getirmektedir (Tay ve Cao 2001, Gunn
1998). SVM, regresyon problemlerinde kullanildiginda Destek Vektdr Regresyonu (SVR)
ismini almaktadir.

Bir egitim setinde x; ve y; sirastyla girdi ve ¢ikti degiskenleri olmak lizere T =
{(x1,v1), «or, (xn, V) } Oldugu varsayilsin. SVR, egitim verisindeki gergek deger y;’den en fazla
€ kadar uzakta dogrusal bir fonksiyon bulabilmeyi amaclar (Smola ve Scholkopf, 2004). Bu
fonksiyonu elde etmek amaciyla Vapnik ve Cortes (1995), Esitlik 1°deki optimizasyon

fonksiyonunu 6nermislerdir;

N
1
min wll? + c;(fi -3

kisttw'x; +b) —y; S e +§; (1)
yi— WTx; +b) < e+
fi' Cl 2 O)l = 1,2, ,N

Esitlik 1°deki amag fonksiyonunda, ||w||?genelleme yetenegini yansitan giiven araligini,

N (& + &) fonksiyonun dgrenme kapasitesini belirleyen deneysel riski, &; ve ¢; hatanin
kabul edilebilir tst ve alt smurlarini, € > 0 duyarsiz kayip parametre ve C > 0 ise ceza
parametresini temsil etmektedir. Esitlik 1°deki dual problem ¢oziiliirken genellikle Lagrange
carpanlar1 yontemi kullanilir. Lagrange carpanlar1 yontemi kullanilarak elde edilen regresyon

fonksiyonu asagidaki gibi yazilabilir:

N
FOO) =wTx+b = Z(@i — @)K (xy %) + b )
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Esitlik 2°de @; ve a; Lagrange ¢arpanlari, @;a; = 0 ve K(x;, x) kernel fonksiyonudur.
Kernel fonksiyonunun degerleri Ozellik uzayr ¢(x;) ve qb(x]-)’ de bulunan x; ve x;
vektorlerinin i¢ ¢arpimlarina esittir ve K (xi, x]-) = qb(x,-)qb(x]-) olarak yazilabilir. (Cherkassky
ve Ma, 2004; Vapnik,2000; Vapnik,1999;). Literatiirde siklikla kullanilan kernel fonksiyonlari

Esitlik 3-5’te verilmistir. Bu fonksiyonlar sirasiyla dogrusal kernel, radial tabanli kernel ve

polinomial kernel fonksiyonlaridir.

K(x;,x;) = x]'x; (3)
K(xi,xj) = e—yllxi—x,-||2,y >0 (4)
K(x;, %) = (xlx + 1)° (5)

Burada y ve d parametreleri genellikle arastirmacilar tarafindan deneme yoluyla

belirlenmektedir.
2.2. Rassal Orman Regresyonu (Random Forest Regression, RF)

Rassal Orman (RF), Breiman (2001) tarafindan gelistirilen karar agaglarina dayanan
siiflama ve regresyon analizinde siklikla kullanilan bir topluluk makine 6grenmesi yontemidir.
RF, modelin sapmasini ve varyansini azaltmak amaciyla ¢ok sayida karar agacini birbirlerine
paralel olacak sekilde biiyiitiir. Modelin egitilmesi amaciyla veri setinden bootstrap yontemiyle
ile 6rneklemler ¢ekilir ve her 6rnek siiflama veya regresyon agaglarini biiyiitmek amaciyla
kullanilir. Burada 6nemli olan adim ise tiim tahmin ediciler yerine, boliinmiis orneklemler
icerisinden daha az sayida ve uygun olan tahmin ediciler segilir. Bu adim karar agaci yeteri
kadar biiyiiyene kadar devam ettirilir ve yeni veri seti bu karar agaglarindan elde edilen
tahminlerin toplanmasiyla olusturulur. RF regresyonuna ait fonksiyon Esitlik 6’daki gibi

gosterilebilir:

1
fe @ =) 1) ©)

Esitlik 6°da x girdi vektorii, C agag sayisi ve T;(x) ise bootstrap 6rnekleri kullanilarak elde
edilen regresyon agacidir (Ahmad,2018). RF regresyonu kurulurken izlenecek adimlar

asagidaki gibidir:
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=

n adet bootstrap Ornegi yerine koyma yontemiyle orijinal veri setinden cekilerek

bireysel olarak regresyon agag¢larmin biiylitiillmesi amaciyla kullanilir.

2. Egitim veri seti icerisinden elde edilen orneklere “basarili 6rnekler” olarak
adlandirilirken geriye kalan 6rnekler “basarisiz 6rnekler” olarak adlandirilir.

3. Her bir karar agacini insa etmek amaciyla rastgele sayida 6zellik segilerek yapraklar ve
diglimler olusturulur. Boylece modelin dogrulunu artirmak amaclanir.

4. RF regresyonun probleminde, bir 6zellik “kok diigiim” olarak atanir ve veri seti sirasiyla

boliiniir ve dallara ayrilir. Boylece yukaridan baglanilarak asagiya dogru bir regresyon

agaci kurulur (Wang vd., 2016).

2.3. Ekstrem Gradyan Arttirma (XGBoost)

Temeli Karar Agaglarina dayanan topluluk makine 6grenmesi yontemi olan Extreme
Gradient Boosting (XGBoost), genellikle regresyon ve siiflandirma problemlerinde
kullanilmaktadir. XGBoost’un en 6nemli 6zellikleri arasinda; 6l¢eklenebilir olmasi ve yiiksek
hesaplama yetenegine ragmen diisiik hafizaya gereksinim duymasi gosterilebilir (Chen ve
Guestrin, 2016). Ayrica XGBoost, makine 6grenmesi yontemlerinde siklikla karsilagilan bir
problem olan asir1 6grenme ve asiri uyum sorunlarini en aza indiren bir “diizeltme terimine”
sahiptir. Diisiik hafiza gerekliligi ve yiiksek hesaplama yetenegi nedeniyle veri boyutunun
stirekli ve hizli arttig1 finansal zaman serisi alaninda c¢alisan aragtirmaci ve uygulamacilar i¢in
kullanigli bir yontem haline gelmistir.

XGBoost topluluk makine 6grenmesi yonteminin amag fonksiyonu;

L) = ) £0u9) + ) 9(f) @
i k

seklinde tanimlanabilir. Esitlik 7°de, #, konveks ve tiirevlenebilir bir kayip fonksiyonudur. Bu
fonksiyon, tahminlenen deger (¥;) ile gercek deger (y;) arasindaki farki 6lgmektedir. Her bir
fi ise birbirlerinden bagimsiz olan bir aga¢ yapisina ve bagimsiz agaglarin yaprak agirliklarina
karsilik gelmektedir. Diizeltme terimi (regularization term) (), Esitlik 7’in ikinci bileseni
ise;

Q(f) = yT + 3 Allwl? (8)
ile gosterilebilir. Esitlik 8°de, karmasiklik parametresini y, karar agacindaki yaprak sayisini T,
yaprak diigimlerinin agirliklarini w ve asir1 uyum parametresini 1 géstermektedir. XGBoost
yontemine ait dnemli 6zellikler agagida siralanmstir;
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- Veri setinde igerisinde kayip veya eksik gozlem varsa XGBoost bu gozlemleri otomatik

olarak doldurur (sparsity-aware). Bu durumda arastirmaci tamamlanmis veri setini kullanabilir.

- Makine 6grenmesi yontemlerinde genellikle kullanilan esit agirlikli veri setlerine ek
olarak XGBoost agirligin esit olmadigi veri setleri iizerinde de rahatlikla kullanilabilir

(distributed weighted quantile sketch).

3. Uygulama

Model tahmini igin segilen tiim makine dgrenmesi algoritmalar1 Python’da scikit-learn?

kiitiiphanesi kullanilmistir.

3.1. Veri Seti

Onerilen tahmin modellerini egitmek ve performanslarmni test etmek icin New York
Borsas1 (NYSE) ve Istanbul Borsasina (BIST 100) ait birlesik endeksler tercih edilmistir. Bu
iki endeksten ilki Amerika ve ikincisi ise Asya piyasasini temsil etmektedir. Bu endeksler
gelismis ve gelismekte olan borsalara ait olmalar1 sebebi ile secilmistir. Endekslerin deneysel
veri olarak secilmesinin nedeni, bireysel hisse senetlerinin siddetli dalgalanmalarinin
tesadiifiligini  dislayabilen, finansal piyasalarin oynakliginin yogunlastirilmis ifadesi
olmasindan kaynaklanmaktadir (Cao ve Wang, 2019). Bu nedenle ¢alismamizda iki borsa
endeksinin yanisira Borsa istanbul’da islem goren iki bireysel hisse senedi de secilmistir. Hisse
senedi olarak Borsa Istanbul’da islem goren en yiiksek hacimli 10 hisse senedinin i¢inden Eregli
Demir ve Celik ile Aselsan Sirketlerine ait hisse senetleri secilmistir. Endeks ve hisse
senetlerine ait giinliik kapanis verileri Yahoo Finans’den (http://finance.yahoo.com) temin
edilmistir. Sekil 1°de 07-07-2017 ve 06-07-2022 araliginda 5 yillik bir donemi sunulan finansal

zaman serisi verilerinin olduk¢a degiskenlik gdsterdigi ve duragan olmadiklar1 gozlenmektedir.
Zaman serilerine iliskin temel istatistikler Tablo 1’de sunulmustur. Her bir zaman serisi %80-
%20 kuralina gore egitim ve test seti olarak parcalanmistir. Farkli kosul ve nedenlerden dolay1

borsada islem yapilmayan giinler oldugundan bu veriler hari¢ tutulmustur.

Lscikit-learn: https://scikit-learn.org/stable/supervised_learning.html#supervised-learning
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Tablo 1. Endeks ve Hisse Senedi Kapanis Fiyatlarma iliskin Tanimlayici Istatistikler

Gozlem Ortalama S.Sapma  Max Min %25 %50 %75
NYSE 1258 13708.6 ~ 1805.86 17353.8 8777.38 124954 12975.8 15320.1
BIST 1247 1268.96  405.563 2648.2 836.753 1000.49 1107.85 1413.65
EREGLI 1276 9.86112  8.20462  36.5 3.47162 4.71002 5.7637  12.9687
ASELSAN 1276 14.713 4.2825 28.52 8.08813 11.6132 14.5798 16.7195

Hisse senedi piyasalarinda, pratik deneyim, bir endeksin kapanis fiyatinin bir 6nceki

islem gilinline ait kapanis fiyatlarindan, yani zaman serisinin t-1 dénemindeki degerlerinden

etkilendigini gostermistir. Bu nedenle ¢alismada t-7 donemine kadar gecikmeli degerler dikkate

alinarak tahmin modeli kurulmustur. Sekil 1°de sirasiyla NYSE, BiST100, Eregli Demir ve

Celik ile Aselsan endeks ve hisse degerlerinin zaman serisi grafikleri verilmistir.

)
Tarin

3.2. Model Degerlendirme Kriterleri

Terin

Sekil 1. Endeks ve Hisse Senedi Degerlerinin Grafikleri

Tahmin sonuglarinin performanslari, 6nceki c¢alismalarin benimsedigi yaklasimlar

dikkate alinarak Ortalama Mutlak Hata (MAE), Ortalama Karesel Hatanin Karekokii (RMSE)

ve Ortalama Mutlak Yiizde Hata (MAPE) olgiitleri ile degerlendirilmistir. Bu 6l¢iitler Esitlik

9-11’te verildigi gibi hesaplanmustir.
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n
MAE = %ZlYi - Yi 9
i=1

n
1 _
RMSE = —Z(Yi -%)° (10)
n i=1
n —~
1wy -Y,
MAPE = HZ x 100% (11)
i

i=1
Burada, n verilerin toplam sayisi; Y; ve Y, sirasiyla i zamanindaki gergek ve tahmin
degerleridir. MAE, RMSE ve MAPE degerlendirme kriterlerinin degerleri daha kiigiik

oldugunda tahmin performansi daha iyi olarak degerlendirilmektedir.

3.3. Parametre Secimi ve Yapilandirma

Makine 6grenmesi ¢aligmalarinda veri seti i¢in uygun olan parametreleri belirlemek
tahmin performansini artirdigindan bu calismada kullanilan yontemlere ait en optimal
parametreler (hyper-parameter tuning) Grid Arama (lzgara) yontemi kullanilarak belirlenmeye
calisilmistir. Zaman serisi verileri dogalari geregi gegmis degerlerle iliskili oldugundan Capraz
Dogrulama (Cross Validation) yontemi yerine ileri Adimli Dogrulama (Kayan Pencereler,
Walk-Forward Validation) yontemi (Hu vd., 1999) kullanilmigtir. Bu yontemde egitim veri seti
bir sonraki degeri tahminlemek i¢in siirekli olarak kaydirilir ve tahminlenen gézlem egitim veri
setine dahil edilir. Boylece zaman serisi verisinin onceki verilerle olan iliskisi korunmus olur.
Tablo 2°de her bir makine 6grenmesi yonteminde denenen parametreler ve secilen optimal
parametrelere yer verilmistir. NYSE ve BIST100 veri setinde kullanilan gamma parametresi

-25»

icin aralik genigletilmis ve alt sinir1 2 *’e kadar ¢ekilmistir.

Tablo 2: Hiper-parametreler ve Kullanilan Optimal Parametreler

Yontem Hiperparametreler  Parametre Araligi  NYSE ~ BIST100 EREGLI ASELSAN

C 2 -5,-3,...15 213 213 211 211
SVR 5. 25 25 15 -15
gamma 2 -15-13,...5 2 2 2 2
n_estimators 2(;%’033%’0%0%’050%0’ 500 300 1000 500
5, 10, 20, 30, 40, 50,

RF max_depth 60, 70, 80. 90, 100 5 20 50 10
min_sample leaf 1,2,4,8 2 1 2 2
min_samples_split 2,5,10 2 2 1 2

XGBoo 2,3,4,5,6,7,8,9, 10,

st max_depth 20, 30, 50 6 6 7 5
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0.0001, 0.001, 0.01,

learning_rate 01,02 03 0.1 0.1 0.1 0.1
5, 10, 50, 60, 70, 80,

n_estimators 90, 100, 200, 300, 300 300 90 90

500,1000

colsample_bytree 0.1,05,09,1 0.9 0.9 0.9 1

min_child_ weight = 2> P 10,50, 2 3 2 4
0.1,0.2,0.3,0.4, 0.5,

subsample 0.6, 0.7, 0.8, 0.9 0.9 0.9 0.6 0.9

RMSE kriterine gore en diisiik degeri veren parametre optimal deger olarak

belirlenmistir. Burada RF ve XGBoost yontemlerinde denenen her bir parametre ile elde edilen

RMSE degerlerinin sapmasinin daha az, SVR’nin sapmasinin daha fazla olusu dikkati ¢eken

bir nokta olmustur.

3.4. Uygulama Sonuglari

Iki endeksin tahmin sonuglar1 Sekil 2°de ve iki hisse senedinin tahmin sonuglar1 Sekil

3’de gosterilmektedir. Sekillere gore, finansal zaman serisinin tahmin degerleri ile gergek

degerleri ¢ok yakin hatta ¢ogu zaman dilimlerinde birebir ortiismektedir. Onerilen modellerin

performansini daha dogru bir sekilde degerlendirmek igin MAE, RMSE ve MAPE olgiitleri

tercih edilmis ve tahmin sonuclar1 Tablo 3’de sunulmustur.

]
E!
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H
H
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SVR BIST 100

02203

............

RF -NYSE
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Sekil 2: NYSE ve BIST 100 Veri Setleri i¢in Gergek ve Tahminlenen Endeks Degerleri

Borsalarin nispeten istikrarli oldugu donemlerde tahmin sonucu gercek degerine daha

yakin olmaktadir. Ciddi bir artis gozlemlenen 2021 ekim ayindan itibaren tirmanisa gegen

Istanbul borsasinin kapanis degerlerinin tepe ve dip yaptig1 noktalarda tahmininin nispeten

sapma gosterdigi dikkat ¢ekmektedir. Ozellikle RF ve XGBoost modelleri gercek degerleri

yakalamakta zorlanirken SVR’nin bu kritik degerleri daha dogru tahmin ettigi sdylenebilir.
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108

1
Tarih

L1
Tarih

XGBoost - EREGLI XGBoost - ASELSAN
Sekil 3: Eregli ve Aselsan Hisse Senetlerine ait Gergek ve Tahminlenen Fiyatlar

Ortalama olarak son 300 giine karsilik gelen test veri seti lizerinde elde edilen tahmin
sonuglarinin sapmalar1 Tablo 3’de yer almaktadir. MAE, MAPE ve RMSE performans
olgtitlerinden gozlemlenebildigi iizere, tim makine 6grenmesi yontemlerinin kapanis fiyat

tahminlerinin genel olarak iyi oldugu s6ylenebilir.

Tablo 3. Modellerin Tahmin Performanslari

Endeks/Hisse senedi Kriter RF XGBoost SVR
MAPE 0.0085 0.0091 0.0083
NYSE MAE 139.6850 148.4244 135.8598
RMSE 180.0295 191.5049 175.3148
MAPE 0.0142 0.01440 0.0115
BIST MAE 27.3783 27.4188 22.0341
RMSE 40.2260 39.4288 33.9484
MAPE 0.0250 0.0268 0.0199
EREGLI MAE 0.5739 0.6735 0.4569
RMSE 0.8258 0.9807 0.6749
MAPE 0.0209 0.0210 0.0183
ASELSAN MAE 0.4344 0.4384 0.3769
RMSE 0.6792 0.6637 0.5744

SVR’nin tahmin sonuglarina gore, NYSE endeksinde 6l¢iillen MAE, RMSE ve MAPE
degerleri sirastyla 0.0083, 135.8598 ve 175.3148 ve BIST 100 endeksinde sirastyla 0.0115,
22.0341 ve 33.9484 olup diger modellerden ¢ok daha kiigiiktir.

Benzer sekilde SVR Eregli ve Aselsan hisse senetlerini tahmin etmede de diger
modellere gore daha iyi performans gostermistir. SVR dogrusal olmayan regresyon tahmin
problemlerini yliksek boyutlu bir 6zellik uzayinda tanimlanan bir dizi dogrusal fonksiyon
kullanarak risk minimizasyonu prensibi ile ¢ozmektedir. SVR’nin bu dogasi pek ¢ok siniflama
probleminde oldugu gibi regresyon tahmininde de onu basarili bir yontem yapmuistir. RF ise

nispeten daha kiigiik farklarla XGBoost’tan daha iyi sonuglar verdigi gozlenmektedir.
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4. Sonuc

Finansal zaman serilerinin tahminlenmesi/ 6dngoriimlemesi hem yatirimcilar hem de
arastirmacilar icin her zaman merak uyandiran bir konu olmustur. Onceleri geleneksel
ekonometrik yontemlerle yapilan bu tahminlemeler 6zellikle son 20 yilda gelisen bilgisayar
teknolojileri ve yapay zeka ile yeni bir boyut kazanmistir. Geleneksel yontemlerin duraganlik,
dogrusallik ve normallik gibi varsayimlarini gerektirmeyen ML yontemleri hem islem
kapasitesi hem de uygulama kolaylig1 agisindan arastirmacilar icin bir kurtarici olarak
goriilmektedir. Bu ¢alismada, diinyanin en biiyiik borsas1 ve toplam degeri 20 trilyon dolardan
daha fazla olan NYSE borsa endeksi ile BIST 100 endeksi kullanilarak SVR, RF ve XGBoost
makine 6grenmesi yontemleri MAPE, MAE ve RMSE kriterleri agisindan karsilastirilmistir.
Ayrica calismada ek olarak BIST 100°de islem géren en degerli 10 sirket arasinda yer alan
Aselsan ve Eregli Demir ve Celik hisse degerleri kullanilmistir. Endeks degerleri ve hisse
degerlerinin kullanilma amaci ise endeks degerlerinin oynakliginin daha az olmasina karsin
hisse senedi degerlerinin oynakliginin daha fazla olmasi nedeniyle kullanilan yontemlerin farkli
yapidaki veri setlerine kars1 nasil davranacagimi belirlemektir. Calisma genel olarak dikkate

alindiginda su sonuglara ulasilabilir:

- Hisse senedi fiyat tahminlemesi, karmasik ve Ongoriilemeyen hatalar1 igerdiginden
kullanilan ML yontemleri arasinda SVR, temeli topluluk karar agaclarina dayanan RF
ve XGBoost yontemlerine gore karmagik problemleri ¢ozerken kullandigi yiiksek
boyutlu verilerde dogrusal olarak ayristirma yetenegi sayesinde daha i1yi sonuglar
vermektedir.

- ML yontemlerinin performansi genellikle kullanilan parametreler ile yakindan
iliskilidir. Bu ¢alismada ele alinan ML yontemleri i¢in hiper parametre ayarlamasi Grid
Tarama yontemiyle yapilmis ve optimal parametreler kullanilarak analizler
gerceklestirilmistir.

- Analiz sonuglar literatiirde yapilan caligmalarla paralellik gostermektedir. SVR
yonteminin Onceki caligmalarda karar agaci temelli algoritmalara gore daha iyi
performansa sahip oldugu bir¢ok arastirmaci tarafindan raporlanmaistir.

- Karar Agaclarima dayanan RF ve XGboost algoritmalart SVR’den daha kdétii ancak

kendi aralarinda birbirlerine yakin sonuglar vermektedir.
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Finansal zaman serisi tanminlemesi/ ongdriimlemesinde ML yontemlerinin hem
yatirimcilar hem de aragtirmacilar i¢in kullanilabilecek faydali bir ara¢ oldugu goriilmektedir.
Sonraki ¢alismalar i¢in daha biiyiik veri setleri ve kullanilan yontemlerin gii¢lii yanlar1 dikkate

aliarak olusturulabilecek hibrit yontemlerin performanslar1 arastirilabilir.
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Extended Abstract

Financial time series analysis has always been a topic of interest to researchers and
investors. While investors performed analyses using various financial and technical indicators
in order to maximize their profits, researchers studied time series to develop the best
forecasting/prediction methods.

Among the most frequently studied topics in financial forecasting are prediction of index
values and prediction of stock prices. However, stock markets are volatile and unstable due to
issues such as political conditions, economic outlook and investor expectations/desires.
Therefore, index forecasting is a difficult subject (Nava et al, 2016; Cao and Wang, 2018; Nava
et al, 2018; Cao et al, 2019).

In the early financial time series forecasting studies, researchers generally used linear
models. The leading of these models are AR, MA and ARIMA models, which are linear
regression analysis and time series models. However, using linear models is not an appropriate
approach to the volatile nature of the data. Therefore, econometric methods that take into
account volatility such as ARCH and GARCH have become more popular. These models,
which have been used for a long time, require some assumptions about the distribution and
stationary of the data. Since these assumptions are difficult to provide because of large and
complex data, the researchers have applied to Machine Learning (ML) methods, which have
better nonlinear modelling capabilities and have superior performance than traditional
statistical / econometric methods (Niu et al, 2020; Karasu et al, 2020).

While the use of Machine Learning methods in financial time series has started a new era,
the most used methods are gathered around GA, Artificial Neural Network (ANN) and SVM,
whose theoretical and applied infrastructure is established and well-known (Kim and Han,
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(2000); Cao and Tay (2001); Tay and Cao (2001); Huang et al. (2005). In the first ML
applications, these methods were used separately and were compared with traditional statistical
methods. However, with the development of ML methods and the increase in their capabilities,
new methods have begun to be used. These methods are Multi-Layer Perceptron (MLP) and
Generalized Feed Forward Network-Based Architecture Egeli et al. (2003), Back Propagation
Neural Network (BPNN) and Case Based Reasoning (CBR) Kim (2003), Random Walk (RW)
Henrique et al (2018), Random Forest (RF) Vijh et al. (2020), Lasso, Elastic Net and Ridge
Regression, Decision Trees (DT), Extra Tree and Ransac Asfaq et al (2021), MLP and Long-
Short Term Memory( LSTM) Demirel et al. (2021), Polynomial Regression and Recurrent
Neural Network (RNN) Arslankaya and Toprak (2021), eXtreme Gradient Boosting (XGBoost)
Kumar et al (2021) from deep learning methods. Although ML methods are easy to use
separately, researchers have turned to hybrid methods that combine the strengths of the
methods. In hybrid methods, the prediction, which is first made using an ML method, is used
as the input of another ML method. Usually, ML methods are used together in hybrid studies.
(Abraham et al (2001), Enke and Thawornwong (2005), Fu et al (2007), Chaudhary and Garg
(2008), Tsai and Wang (2009), Yakut et al (2014), Akita et al (2016), Moghaddam et al (2016),
Chen et al (2017), Yan et al (2016), Zhang et al (2017), Yu et al (2021). Other researchers
preferred to use ML methods and traditional statistical / econometric methods (Pai and Lin
(2005), Lu et al (2009), Chen et al (2014), Hsu et al (2016), Kumar et al (2016).

Although there are studies on financial time series forecasting in the literature, it has been
determined that there are very few studies on comparing the methods in predicting the real
values of different indices and stocks. In this study, SVM method, which is frequently used in
the literature and RF and XGBoost, which are among the rare ensemble machine learning
methods although they are powerful in financial time series forecasting, are preferred as
forecasting models. It has been shown by Patel et al (2015 (b)) that RF outperforms SVM.
However, there is not enough evidence on this subject and there is no detailed research. The
performance of ensemble learning algorithms has been most extensively studied by Balling et
al (2015). On the other hand, aforementioned study focused on the future trends of the stocks.
From this point of view, in this study, which focuses on the forecasting of stock market index
values and real values of stocks, the forecast performance of SVR, RF and XGBoost methods
is presented comparatively on 4 different data sets in order to contribute to the applications of
ML methods in financial time series forecasting.

In order to compare the method performances, the composite index values and stocks of
developed and developing countries were used. Selected research data belong to New York
Stock Exchange (NYSE) which is the world’s largest stock market and total value is greater
than 26 trillion dollars, and Borsa Istanbul Stock Exchange (BIST), which belongs to the
developing Turkish stock market. In addition to the stock market index values in the study, the
stock prices of Aselsan (ASELS) and Eregli Demir ve Celik (EREGL), which are among the
10 most valuable companies traded in the BIST 100, are predicted. The purpose of using both
index and stock prices together is to examine the behaviour of ML methods in less volatile
(index) and more volatile (stock) data sets.

In the application section of the study, the selected index and stock prices were analysed
using 5-year time series data from the Yahoo Finance (http://finance.yahoo.com) website
between the dates 07-07-2017 and 06-07-2022. The first 80% of the obtained datasets were
allocated as training and the remaining 20% as test datasets. Also, weekends and holidays on
which no trades are made on the stock market are excluded. Considering that time series data
are affected by previous values, lagged values up to 7 days ago were included in the analysis as
input variables in the study. In ML methods, it is important to determine the appropriate
parameters (hyper-parameter tuning) in order to increase the forecasting performance and
obtain better forecasting models. In the study, suitable parameters for ML models were
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determined by Grid Search method. Since time series data is related to past values, Forward
Validation (Sliding Windows, Walk Forward Validation) method was used since there was no
Cross Validation on the data set (Hu et al, 1999). By using this method, the next value is
predicted and predictions are made for following values by joining the training data set,
respectively. Thus, the relationship of the time series data to the previous values is preserved.
The range required for optimal parameters was obtained from studies frequently used in the
literature. By testing each parameter, the parameters with the lowest RMSE value were
determined as the optimal parameters. While comparing the models for each data set, MAE,
RMSE and MAPE values were used as performance measures.

According to the application results, considering the periods when the stock markets are
more stable, it has been observed that all methods predict the real values more accurately, and
they show deviations in the rapid ups and downs experienced in the stock markets.

According to the experimental results, RMSE values of SVR in NYSE, BIST, ASELS
and EREGL datasets are 175.3148, 33.9484, 0.6749 and 0.5744, respectively. The RMSE
values of RF on the same datasets are 180.0295, 40.2260, 0.8258 and 0.6792, respectively. The
RMSE values of XGBoost are 191,5049, 39.4288, 0.9807 and 0.6637, respectively. As a result,
it appears that the ML method showing the best results in all data and all performance measures
is SVR. The performance of the following RF and XGBoost methods are very close to each
other. However, RF gave slightly better results than XGBoost.

As a result, despite some assumptions of traditional methods, the fact that ML methods
do not require any assumptions makes them favourable both in terms of application and
interpretation. In financial time series estimation, ML methods have been shown to be useful
and highly performing methods for both investors and researchers. In this study, the
performances of RF and XGBoost methods, which are rarely seen in time series forecasting,
are compared with the SVR method, which is frequently preferred and proven to be successful
against many methods. In few numbers of studies where this comparison is made, there is no
clarity about which method is better. In this respect, the study contributed to the literature.
According to the findings of the study, SVR was found to be the best method among ML
methods. While RF and XGBoost, which are ensemble ML methods, gave worse results than
SVR, they presented a close prediction performance among themselves.
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